
Přednáška 4 – Bayesovský odhad parametr̊u modelu
Obecný tvar

f (yt |ψt ,Θ)

ψt – namě̌rená data
Θ – neznámé parametry:

{θ, r} – regresńı,

Θyt |ψt
– diskrétńı, θ – logistický

Bayesovské odhadováńı parametr̊u

Parametry – neznámá náhodná velicina
hp f (Θ|pr̊uběžně mě̌rená data) – bodové

odhady

Označeńı:

dt = {yt , ut} – data v čase t

d(t) = {d0, d1, . . . , dt}︸ ︷︷ ︸
stará data + dt

Pr̊uběžný vývoj hp:
f (Θ|d(0)) ⇒︸︷︷︸

d1

f (Θ|d(1)) ⇒︸︷︷︸
d2

f (Θ|d(2)) ⇒ . . . ⇒︸︷︷︸
dt

f (Θ|d(t))

Obecně:

apriorńı hp f (Θ|d(t − 1)) ⇒︸︷︷︸
dt

aposteriorńı hp f (Θ|d(t))

Bayesovo pravidlo

f (Θ|d(t))︸ ︷︷ ︸
aposteriorńı

∝ f (yt |ψt ,Θ)︸ ︷︷ ︸
model

f (Θ|d(t − 1))︸ ︷︷ ︸
apriorńı



Odvozeńı Bayesova pravidla pro náhodné veličiny A, B, C

f (A,B|C )︸ ︷︷ ︸
sdružená hp

=


f (A|B,C )f (B|C ) = podḿıněná × marginálńı

nebo

f (B|A,C )f (A|C )

Obě strany:

f (A|B,C )f (B|C ) = f (B|A,C )f (A|C )

Podḿıněná hp:

f (B|A,C ) =
f (A|B,C )f (B|C )

f (A|C )
– Bayesovo pravidlo

Význam:

apriorńı f (B|C ) ⇒ aposteriorńı f (B|A,C )

Jmenovatel f (A|C ) je nezávislý na B (normalizačńı konstanta)

f (B|A,C ) ∝︸︷︷︸
úměrné

f (A|B,C )f (B|C )



Použit́ı pro odhad parametr̊u Θ

A = yt

B = Θ

C = {d(t − 1),ut}
{A,C} =
{dt , d(t − 1)} = d(t)

f (Θ|d(t − 1)) ⇒ f (Θ|d(t))

f (Θ|d(t))︸ ︷︷ ︸
aposteriorńı

=
f (yt |ψt ,Θ)f (Θ|d(t − 1))

f (yt |d(t − 1))

∝ f (yt |ψt ,Θ)︸ ︷︷ ︸
model

f (Θ|d(t − 1))︸ ︷︷ ︸
apriorńı

Předpoklad – p̌rirozené podḿınky ř́ızeńı:

Θ ↖
ut ↙

stejná data d(t − 1)
f (Θ|��ut , d(t − 1)) = f (Θ|d(t − 1))
f (ut |��Θ, d(t − 1)) = f (ut |d(t − 1))

Použit́ı ř́ıd́ıćıho vstupu v regresńım vektoru:

f (Θ|d(t))︸ ︷︷ ︸
aposteriorńı

∝ f (yt |ψt ,Θ)︸ ︷︷ ︸
model

(((((((((
f (ut |d(t − 1),��Θ) f (Θ|d(t − 1))︸ ︷︷ ︸

apriorńı



Reprodukovatelnost apriorńı a aposteriorńı hp
Bayesovo pravidlo – rekurze

aposteriorní hp model apriorní hp

t t-1

Volba reprodukuj́ıćı se apriorńı hp
(stejný tvar v čase t)

Konjugovaná apriorńı rozděleńı
(pro regresńı a diskrétńı modely)

Pro normálńı regresńı model:

Konjugovaná hp – inverzńı Gauss-Wischartovo (GiW) rozděleńı

f (Θ|d(t − 1)) ∝ r−0.5κt−1 exp{− 1

2r
[−1 θ′]Vt−1

[
−1
θ

]
}

Vt−1 – informačńı matice, κt−1 – poč́ıtadlo

Bayesovo pravidlo pro odhad parametr̊u regresńıho modelu

f (Θ|d(t))︸ ︷︷ ︸
GiW

∝ f (yt |ψt ,Θ)︸ ︷︷ ︸
normálńı

f (Θ|d(t − 1))︸ ︷︷ ︸
GiW

Update statistik: Vt = Vt−1 + Dt , κt = κt−1 + 1



Proč je to tak?

Model: f (yt |ψt ,Θ) =
1√
2π

r−0.5 exp{− 1

2r
(yt − ψ′

tθ)
2}

Úprava: yt − ψ′
tθ = −1[−1 θ′]

[
yt
ψt

]
= −1 [yt ψ′

t ]︸ ︷︷ ︸
data

[
−1
θ

]
︸ ︷︷ ︸
parametry

(yt − ψ′
tθ)

2 = [−1 θ′]

[
yt
ψt

]
[yt ψ′

t ]︸ ︷︷ ︸
Dt – datová matice

[
−1
θ

]

Model: f (yt |ψt ,Θ) =
1√
2π

r−0.5 exp{− 1

2r
[−1 θ′]Dt

[
−1
θ

]
}

Model a GiW – do Bayesova pravidla:

Vt = Vt−1 + Dt

κt = κt−1 + 1
Algebraický p̌repočet statistik
aposteriorńı hp GiW



Po p̌repočtu statistik:

Rozklad informačńı matice:

Vt =

[
Vy V ′

yψ

Vyψ Vψ

]

=

 ·

|
[
... ...
... ...

] 
Bodový odhad regresńıch
koeficient̊u a rozptylu:

θ̂t = V−1
ψ Vyψ

r̂t =
Vy − V ′

yψV
−1
ψ Vyψ

κt

Algoritmus odhadu:

1 Pro čas t = 0 nastav́ıme
počátečńı statistiky V0, κ0

2 Pro čas t = 1, 2, . . .
1 Mě̌ŕıme data dt = {yt , ut}
2 Datová matice Dt

3 Update statistik Vt , κt
4 Jdeme na krok 2.1

3 Rozklad informačńı matice Vt

4 Výpočet bodových odhadů
parametr̊u θ̂t , r̂t

Využit́ı pro odhad/predikci výstupu:

ŷt = ψ′
t θ̂t−1︸ ︷︷ ︸

sťredńı hodnota



Program – odhad regresńıho modelu 1.̌rádu
nd=size(y,2); % počet dat
nps=5 % rozměr statistiky V
% počátečńı statistiky
V=zeros(nps,nps); k=0;

for t=2:nd

% rozš́ı̌rený regresńı vektor
Ps=[y(t) u(t) y(t-1) u(t-1) 1];

V=V+Ps’*Ps% update statistik
k=k+1

end

% rozklad informačńı matice
Vy=V(1,1) % část Vy
Vyps=V(2:end,1) % část Vyps
Vps=V(2:end,2:end) % část Vps

% bodové odhady
theta odhad=inv(Vps)*Vyps

r odhad=(Vy-Vyps’*inv(Vps)*Vyps)/k


