
Přednáška 9 – Shrnut́ı a opakováńı algoritmů
Jak zvolit vhodný algoritmus podle dat?



Jak zvolit vhodný algoritmus podle úlohy?



Př́ıklady – který algoritmus je vhodný?
1 Mě̌ŕıme: tep a vzdálenost na hodinkách.

Co chceme: detekovat v reálném case, zda se jedná o klidový režim,
chůzi nebo běh.

2 Mě̌ŕıme: hladinu hluku ve sluchátkách (pravé, levé).
Co chceme: detekovat v reálném case, zda hladina zvuku je bezpečná.

3 Máme data: věk a cena automobilových náhradńıch d́ıl̊u zǎrazených
do kategoríı “nové originálńı”, “neoriginálńı”, “použité originálńı”.
Co chceme: zǎradit do kategoríı daľśı náhradńı d́ıly

4 Mě̌ŕıme: počty návštěvńık̊u webu za minutu a jejich lokalitu.
Co chceme: určit, zda aktuálńı provoz webu je normálńı nebo se jedná
o zvýšenou aktivitu.

5 Mě̌ŕıme: hodnoty z NOx senzoru p̌red a po NOx katalyzátoru v autě.
Co chceme: za provozu vozidla vyhodnotit, zda se jedná o správnou
funkci katalyzátoru nebo poruchu.



Otázky 1– 26: data, shluky, modely jednotlivých shluk̊u a jejich odhad

Data:

• spojitá • diskrétńı
• sč́ıtaćı – počty náhodných nezávislých událost́ı za jednotku času count data

• multimodálńı – namě̌rená v jednotlivých režimech pozorovaného systému
• tvǒŕı shluky

Modely jednotlivých shluk̊u a rekurzivńı Bayesovský odhad

Normálńı model (spojitá data):

yt = θ + et

Vt = Vt−1+

[
yt
1

]
[y ′t 1], κt = κt−1+1

Vt =

[
Vn×n V ′

y

Vy Vn

]
=

 [
... ...
... ...

]
|

·


θ̂t = V−1

n Vy

R̂t =
Vn×n−V ′

yV
−1
n Vy

κt

Kategorický model (diskrétńı data):

yt 1 2 . . . N

Θ Θ1 Θ2 . . . ΘN

ν i ;t = νi ;t−1 + δ (i ; yt)
Θ̂i ;t =

νi ;t∑n
j=1 νj ;t

Poissonův model (sč́ıtaćı data):

f (yt |λ) = exp{−λ}λyt

yt !
S t = St−1+yt , κt = κt−1+1
λ̂t =

St
κt



Otázky 27 – 29, 33, 34: model směsi distribućı – obecně

• komponenty – modely jednotlivých shluk̊u fj(yt |Θ), j = 1, . . . , nc
• ukazovátko – diskrétńı náhodná veličina ct ∈ {1, . . . , nc},
ukazuje aktivńı komponentu

Základńı princip – obecně:

• Inicializace komponent
V cyklu:
• Mě̌ŕıme data
• Vzdálenosti od jednotlivých komponent – proximity
• Normalizace proximit – váhy komponent

(pravděpodobnost, že je komponenta aktivńı)
• Maximálńı váha – bodový odhad ukazovátka

(klasifikace)
• Update statistik s váženými daty
• Přepočet bodových odhadů podle typu komponent
• Jdeme na krok 1



Otázky 30 – 32, 35 – 40: shlukováńı a klasifikace online s modelem směsi normálńıch komponent

• spojitá data, každá komponenta – normálńı model
• generováńı: c(t)=sum(rand(1,1)>cumsum(al))+1;

y(:,t)=th(:,c(t))+sqrt(r)*randn(2,1);

• vzdálenost – rozptyly • inicializace – histogram, x-y graf

Pro čas t = 0

1 Počet komponent, počátečńı bodové odhady (θ̂0)j , (r̂0)j , statistiky

Pro čas t = 1, 2, . . ., pro každou komponentu

1 Mě̌ŕıme nová data yt
2 Proximity mj – dosad́ıme do komponent (θ̂t−1)j , (r̂t−1)j a yt
3 Váhy komponent wj ;t =

mj∑nc
i=1 mi

4 Bodový odhad ukazovátka: ĉt = argmaxj wt

5 Update statistik s váženými daty:

(Vt)j = (Vt−1)j + wj ;t

[
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6 Přepočet bodových odhadů (θ̂t)j , (r̂t)j



Otázky 41 – 44: shlukováńı a klasifikace online s modelem směsi kategorických komponent

• diskrétńı data, každá komponenta – kategorický model
• generováńı: c(t)=sum(rand(1,1)>cumsum(al))+1;

pp=cumsum(th{c(t)});
y(t)=sum(rand(1,1)>pp)+1;

Algoritmus

Pro čas t = 0

1 Počet komponent, počátečńı statistiky expertně, bodové odhady (Θ̂0)j

Pro čas t = 1, 2, . . ., pro každou komponentu

1 Mě̌ŕıme nová data yt
2 Proximity mj – dosad́ıme do komponent (Θ̂t−1)j a yt
3 Váhy komponent wj ;t =

mj∑nc
i=1 mi

4 Bodový odhad ukazovátka: ĉt = argmaxj wt

5 Update statistik s váženými daty: (νi ;t)j = (νi ;t−1)j + wj ;tδ (i ; yt)

6 Přepočet bodových odhadů (Θ̂i ;t)j =
(νi ;t)j∑n
k=1(νk;t)j



Otázky 45 – 51: shlukováńı a klasifikace online s modelem směsi Poissonových komponent

• sč́ıtaćı data, každá komponenta – Poissonův model
• generováńı: c(t)=sum(rand(1,1)>cumsum(al))+1;

for i=1:ny y(i,t)=poissrnd(La{i}(c(t))) end
• vzdálenost – λ • inicializace – expertně, histogram, x-y graf

Algoritmus

Pro čas t = 0

1 Počet komponent, počátečńı bodové odhady (λ̂0)j , statistiky

Pro čas t = 1, 2, . . ., pro každou komponentu

1 Mě̌ŕıme nová data yt
2 Proximity mj – dosad́ıme do komponent (λ̂t−1)j a yt
3 Váhy komponent wj ;t =

mj∑nc
i=1 mi

4 Bodový odhad ukazovátka: ĉt = argmaxj wt

5 Update statistik s váženými daty:
(St)j = (St−1)j + wj ;tyt , (κt)j = (κt−1)j + wj ;t ,

6 Přepočet bodových odhadů (λ̂t)j =
(St)j

(κt−1)j



Otázky 52 – 55: Poissonova regrese (predikce sč́ıitaćıch dat)

yt – Poissonovo rozděleńı

f (yt |λ) = exp{−λ}λyt

yt !

Poissonova regrese

ln( ȳt︸︷︷︸
λ

) = x1;tθ1 + x2;tθ2 + . . .+ k

λ = pr̊uměr = rozptyl
xt = [x1;t x2;t . . . xn;t ] – vysvětluj́ıćı data

Linearizace + nejmenš́ı čtverce metoda 1
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Odhad offline:
trénovaćı data
θ̂ = (X ′X )−1X ′Y

Predikce online:
testovaćı data
Ŷ = exp{X θ̂}

Metoda maximálńı věrohodnosti metoda 2

ln Lt(θ) = ln
t∏

τ=1

model(trénovaćı dataτ ), θ̂ = argmax
θ

ln Lt(θ)



Otázky 56 – 61: Klasifikace offline na základě modelu s učitelem (NB, LR)

• s učitelem – známé shluky (ukazovátko)

Naivńı Bayes̊uv klasifikátor:

• vektor veličin – jednotlivé veličiny – podḿıněná nezávislost
• model:

f ([y1;t , y2;t ]|Θ, ct) =
N=2∏
i=1

f (yi ;t |Θi , ct)

• Postup:
1. Trénováńı model̊u – trénovaćı data (s učitelem – mě̌rené ukazovátko)

• odhad parametr̊u model̊u (filtrace každé veličiny + offline odhad)

2. Testováńı (klasifikace) – testovaćı data (bez ukazovátka)

• odhad ukazovátka z odhadnutých model̊u
f (ct |yt) = normovaný histogram ukazovátka︸ ︷︷ ︸

f (ct)

× součin model̊u︸ ︷︷ ︸∏N=2
i=1 f (yi ;t |Θ̂i ,ct)



Logistická regrese – binárńı / multinomiálńı

• model:
• pro ct ∈ {0, 1}:

exp {ctzt}
1 + exp {zt}

, zt = y1;tθ1 + y2;tθ2 + . . .+ k

• pro ct ∈ {0, 1, . . . ,N}:

ln
p1
p0

= zt(1), ln
p2
p0

= zt(2) . . . , ln
pN
p0

= zt(N)

Postup:
1. Trénováńı model̊u – trénovaćı data (s učitelem – mě̌rené ukazovátko)

• odhad regresńıch koeficient̊u – maximálńı věrohodnost

ln Lt(θ) = ln
∏t

τ=1model(trénovaćı dataτ ), θ̂ = argmaxθ ln Lt(θ)

2. Testováńı (klasifikace) – testovaćı data (bez ukazovátka)

• odhad ukazovátka



Otázky 62 – 63: vyhodnoceńı p̌resnosti klasifikace

Př́ıklad: binárńı klasifikace (pozitivńı, negativńı)

• Chybová matice
(confusion matrix)

Skutečně
pozitivńı

Skutečně
negativńı

Pozitivńı predikce TP FP

Negativńı predikce FN TN

• Přesnost (accuracy)
Procento správných predikćı ze všech
dat

Pro nevyvážená data:
• Preciznost (precision)
Procento správných pozitivńıch
predikćı mezi pozitivńımi predikcemi

• Výtěžnost (recall)
Procento správných pozitivńıch
predikćı mezi skutečně pozitivńımi

• Skóre F1 ∈ (0, 1)

Acc =
TP + TN

TP + FP + FN + TN

Pre =
TP

TP + FP

Rec =
TP

TP + FN

F1 = 2
Pre × Rec

Pre + Rec



Otázky 64 – 69: shlukovaćı metody offline bez učitele (k-means, k-medoids, fuzzy, dbscan, hierarchické)

• bez učitele – hledámé shluky (nemáme ukazovátko)
• na základě vzdálenosti mezi datovými body

Euklidovská: mE (x , y) =
√
(x1 − y1)2 + ...+ (xn − yn)2

k-means

• vzdálenost (bod, sťredy)
• nejbližš́ı sťred – shluk
• pr̊uměr bodů ve shluku = nový sťred

k-medoids

• vzdálenost (bod, medoidy)
• nejbližš́ı medoid – shluk
• vzdálenost uvniťr shluk̊u
• medoid za ne-medoid

Fuzzy c-means

• sťredy shluk̊u
• matice p̌ŕıslušnosti

DBSCAN

• ϵ-okoĺı, minimálńı počet bodů
• shluk: vniťrńı bod + všechny z něj dosažitelné
• hledáme hustě propojený shluk

Hierarchické shlukováńı

• aglomerativńı – “zdola nahoru”, divizivńı – “shora dol̊u”
• propojeńı – min/max/pr̊uměrná vzdálenost



Otázky 70 – 75: klasifikace offline s učitelem (kNN, stromy, lesy, SVM, neuronové śıtě)

• s učitelem – mámé shluky (máme ukazovátko)

kNN

• vzdálenost (nový bod, body)
• k nejblizš́ıch bodů
• nový bod ∈ do shluku věťsiny nejbližš́ıch

Podpůrné vektorové stroje (SVM)

Neuronové śıtě

x1

x2

y1

input layer

hidden layer

output layer

• aktivačńı funkce
• v́ıcevrstvé perceptrony
• zpětné š́ı̌reńı chyby

Rozhodovaćı stromy

• IG→1 – lepš́ı strom

Náhodné lesy

• Bootstrap Aggregation
• 10 – 100 náhodných

vzork̊u
• les = 10 – 100 stromů
• každý strom v lese se uč́ı
• kombinace výsledk̊u

stromů
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